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决策树算法在装备故障检测中的应用
陈秀芳，许利亚，刘晓春，王喜权
(中国卫星海上测控部二级单位，江苏 江阴 214431)
摘要：为快速定位装备的失效环节，引入决策树方法。将故障特征作为测试属性，失效环节作为类标记。采用ID3算法计算相关信息熵对故障记录进行划分，构建所需要的决策树，用预剪枝的方法控制树的生长。以某设备故障记录为例，建立决策树发现故障特征和故障点之间的关联。结果表明，该方法直观，可用性强。利用该方法对失效环节进行预测，可有效缩短装备故障检测的平均时间。（摘要务必包含目的、方法、结果、结论4大要素，请参考本刊改写摘要，定稿后重新英译）
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Application of the Decision-Tree Algorithm to the fault diagnosis of the equipment
Chen Xiufang, Xu Liya, Liu Xiaochun, Wang Xiquan
(二级单位China Satellite Maritime Tracking and Control Department,Jiangyin 214431, China)

Abstract: In order to quick location problem of the equipment, method of decision tree is introduced. The fault characteristics of failure records is treated as the tested attribute and fault point is treated as the class. It use the ID3 decision tree algorithm of data mining theory to mining the data. Then the decision tree model, which can predict some fault point by the information of failure records, is created. The decision tree is simplified by the pre-pruning at the process of tree growth. The Decision-Tree is applied to shorten test time. （摘要务必包含目的、方法、结果、结论4大要素，请参考本刊改写摘要，定稿后重新英译）
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0  引言
设备故障的诊断一般要掌握丰富的设备原理知识才能进行，当装备发生故障时，往往其外部可观察特征也会发生变化。设备的故障诊断主要是根据其在运行过程中出现的各种状态信息对故障进行分析和识别的。故障状态信息与故障点之间存在着非常复杂的非线性映射关系。挖掘故障可观察特征和故障点间的关系，帮助进行故障分析和定位具有实际意义。数据挖掘技术是利用大量的原始数据，通过分析挖掘出有价值的信息，其已经在许多领域得到成功运用。决策树学习作为数据挖掘领域中的一种重要知识，是应用最广的推理算法之一。它分类精度高，操作简单。该算法的最大优点是结构比较简单，不需要了解很多背景知识，具有分类和预测的特性且简单快速[1]；并且能方便、清晰地用图形化的方式表现挖掘结果[2]，相较于关联规则挖掘其计算复杂度相对较小[3]。
笔者利用决策树方法，历史故障诊断记录作为训练样本，采用ID3算法以故障可观察特征作为测试分裂属性，故障点为类标号，对记录进行相应划分，采用预剪枝的方式控制树的生长来形成决策树。当故障发生时，根据决策树模型预判出相应最可能的故障发生部位，以提高故障检测效率。
2  故障特征决策树
2.1  故障特征决策树基本思想

决策树是以样本属性作为叶结点，用属性的取值作为分支的树型结构。决策树建树的基本原理是递归的将训练数据集拆分成子集，以便每一个包含目标变量类似的状态，这些目标是可预测属性[4]。在拆分中利用信息理论的原则，进行拆分属性选择。设某装备的故障特征集是d={d1, d2, (((, dn}，d是测试属性集，e是类标记集。形成的故障特征决策树根节点是训练集，一个内部节点代表一个故障特征的测试，一条边代表一个测试结果，叶子代表某个失效环节或某种故障处理方式。对于任一内部节点的属性值是离散的，对于每个故障该故障特征要么存在1(表示故障特征存在)，要么不存在0(表示故障特征不存在)。，故障点集e={e1, e2, (((, em}
2.2  决策树算法选择
目前常用的算法有ID3，C4.5,和CART是分类算法中较为成熟的内容。ID3算法使用信息增益作为属性选择度量。该度量基于信息论的熵理论，选择具有最高信息增益的属性作为节点的分裂属性。用该属性划分训练集后使结果中元组分类所需的信息量最小，该算法的缺陷是偏向于具有大量值的属性[5-7]。C4.5算法是ID3的后继，该算法使用信息增益扩充来克服信息增益度度量偏向选择具有大量值的属性，可有效防止对分类无意义的划分。它使用分裂信息值SplitInfo(D)将信息增益规范化。CART算法使用Gini指标对每个属性进行二元划分，其强制结果树是二叉的。而在故障特征决策树中属性只有2个取值{0, 1}，该特性很好地规避了ID3增益度度量偏向算法缺陷，所以笔者采用ID3算法属性信息增益进行决策树归纳。
2.3  决策树构造过程
1) 分裂属性选择
ID3使用信息增益作为属性选择度量，设故障记录集D为类标记元组的训练集，假定类标记属性(故障点)具有n个不同值，定义n个不同的类ci(i=1, (((, n)。设Ci,D是D中Ci类的元组的集合，IDI和ICi,DI分别是D和Ci,D中元组的个数。对D中元组分类所需的期望信息由下式计算：   
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其中Pi是Ci类在D中的概率，由下式计算：
Pi=|Ci,D|/|D|               (2)
假设D中的元组按照故障特征A划分，从以上分析可知A属性具有2个不同值{0,1}见下式：，用该属性对元组进行划分后，要进行进一步准确的分类，需要的信息量InfoA(D)。那么可以用属性A将D划分为2个子集{D1, D2}
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其中pij为Ci类在Dj中的概率，由下式计算：
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其中：(Dj(为当属性A=ai(i=1,2)的元组数；|Ci,j|是Ci类在Dj集合中的元组的个数。
信息增益Gain(A)是属性A的信息增益：
Gain(A)=Info(D)-InfoA(D)        (6)
由上式可知，属性A的信息嫡InfoA(D)的值越小，信息增益Gain(A)的值越大，属性A也就对分类提供的信息量越大。根据ID3算法思想，为了确保能找到一颗简单的树，在决策树分类属性选择时选择属性增益大的，在选定分裂属性后对训练集进行划分。
2) 故障树的剪枝
决策树的剪枝原因是避免决策树过拟合样本。如果仅仅按照前面的算法递归生成的决策树非常详细并且庞大，每个属性都被详细的加以考虑，决策树的树叶节点所覆盖的训练样本都是纯的，如果用这个决策树来对训练样本进行分类，将会出现对于训练样本而言，这个树表现良好，误差率极低且能够正确地对训练样本集中的样本进行分类[8]。但训练样本中的错误数据也会被决策树学习，成为决策树的部分，而对于测试数据的表现就没有想象中的好，也可能极差。Quinlan教授的实验表明，在数据集中过拟合的决策树的错误率比经过简化的决策树的错误率要高[9]。在J.Mingers关于ID3算法的研究中，通过对5种包含噪音的学习样例的实现发现，多数情况下过度拟合导致决策树的精度降低了10～25%[10]。剪枝策略可有效防止创建一颗庞大的决策树。剪枝分为先剪枝和后剪枝，先剪枝有一个视野效果的缺点，在相同的标准下，也许当前的扩展不能满足要求，但是更进一步的扩展能够满足要求，这将使得算法过早的停止决策树的构造。但是由于剪枝不必生成整棵决策树，且算法相对简单，效率很高，适合解决大规模问题。为了简化计算，笔者采用预剪枝，其具体策略如下：
1) 到达此节点的实例个数小于某个阈值时可停止树的生长。
2) 引入替代错误率。在计算过程中，对子树的某个分支上继续划子集时，虽然所有样本并不属于同一类，但是不同类别的记录数如果相差很大时，就引入错误替代率公式：

[image: image16.wmf]nn

Pure

m

¢

-

=

            (7)
式中：n表示分支的记录数；n(表示该分支中多数类别的记录数；m表示训练集的记录总数。利用该公式计算的值，如果小于某个阈值时，则将子树转化为叶结点，否则就继续调用第一步进行进一步分解。
算法递归操作以上两步，直到无故障特征属性可用于划分当前样本子集或满足树停止生长的条件。
3  应用实例
本实例所使用的数据来源于某设备故障记录，目的是利用这些数据建立决策树发现故障特征和故障点之间的关联。
第一步：抽取320条数据，取其数据中的70%为训练元组，30%数据为测试数据。统计测试属性故障特征集及失效环节集如表1。
表1  USB设备工作异常的故障特征集标识和失效环节集标识（正文中表格应采用三线表，该表已作相应改动，请作者定夺）（请将此标题控制在15字以内）
	故障特征标识代码
	故障特征

	A1
	驱动马达控制器加“使能”异常

	A2
	驱动柜面板电压、电流故障不稳异常

	A3
	制动器打开指示是否灯异常

	A4
	电机制动器打开异常

	A5
	信号调理抽屉速度指令输出异常

	A6
	速度环路板速度指令输出异常

	A7
	驱动马达控制器加“高压”异常

	A8
	驱动柜PLC“运行”输入控保异常

	失效点标识代码
	失效点

	B1
	驱动柜PLC故障

	B2
	速度环路板故障

	B3
	ACU信号调理板故障

	B4
	减速箱故障

	B5
	旋转关节故障

	B6
	行星减速器故障


第二步：按以上分析对数据进行预处理，如表2。
表2  规范处理后的故障特征和故障点记录（正文中表格应采用三线表，该表已作相应改动，请作者定夺）
	类标号
	故障特征集

	
	A1
	A2
	A3
	A4
	A5
	A6
	A7

	B1
	0
	0
	0
	1
	0
	0
	1

	B2
	1
	0
	0
	0
	1
	1
	0

	B3
	0
	0
	0
	1
	0
	0
	1

	B4
	1
	1
	1
	1
	0
	0
	0

	(((
	(((
	(((
	(((
	(((
	(((
	(((
	

	B6
	
	
	1
	
	
	1
	0


在这224条记录的中失效环节发生故障计数统计如表3。
表3  中失效环节统计（正文中表格应采用三线表，该表已作相应改动，请作者定夺）
	类标号
	故障失效环节计数
	类标号
	故障失效环节计数

	B1
	50
	B4
	34

	B2
	92
	B5
	24

	B3
	16
	B6
	8


第三步：通过式(6)逐个计算故障特征信息增益度，选取最能划分训练集中实例的属性。
首先计算信息嫡Info(D)：
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从属性A1开始，对A1的每个值观察B1到B6，分布如表4。
表4  A1值与B1到B6分布情况表
	故障特征和失效环节搭配
	记录数

	A1=1且B1=1
	48

	A1=1 且B2=1
	10

	A1=0且B1=1
	2

	A1=0且B2=1
	82

	A1=0且B3=1
	34

	A1=0且B4=1
	16

	A1=0且B5=1
	24

	A1=0且B6=1
	8


计算按A1划分所需要的信息：
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A1的信息增益度为：
Gain(A1)=Info(D)-InfoA1(D)=2.001-1.263=0.738
同理可得其他故障特征的信息增益度，结果如表5所示。
表5  其他故障特征的信息增益度（正文中表格应采用三线表，该表已作相应改动，请作者定夺）
	故障特征
	信息增益度Gain
	故障特征
	信息增益度Gain

	A2
	0.169 3
	A5
	0.569

	A3
	0.260 1
	A6
	0.093

	A4
	0.685
	A7
	0.638


由此可以看出，所有故障特征中A1最能划分训练集中数据，所以首先选择A1属性对记录进行划分。在本实例中，为了确保分类精确度错误率p=0.017 8，实例个数小于8时树停止生长，观察A1属性进行划分后在A1=1分支中58条记录48条是B1，利用错误替代率公式计算：
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所以A1=1分支要接着划分。算法构建出的最终决策树如图1所示。
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图1  构建的决策树
决策树生成以后，对从根到树叶的每条路径形成一个故障点判断规则，用测试数据对判断规则准确性进行检测发现，该决策树在测试数据集中表现较好，准确率达到95.8%。
4  结束语
在决策树算法中把故障特征作为测试属性，利用信息熵方法进行数据分类，发现故障特征和故障点之间的关系，为故障诊断提供支持。该方法直观，可用性强，但对数据预处理中故障特征的提取要求较高，故障数据需逐条处理，同时需要专家和设备经验丰富的设备管理员的支持，系统建设初期的成本较高，有一定的应用局限性。
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