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摘 要: 由于需要利用高斯函数逼近潜变量函数的后验概率,传统高斯过程分类算法通常都存在计算复杂度高的问

题.对此,提出一种新高斯过程分类算法. 该算法的基本思想为:首先,利用Parzen窗方法估计出每个训练样本的后验

概率;然后,通过所得到的后验概率将原始分类问题变换为回归问题;进而分析地得到潜变量函数后验概率的显式表

达式,以避免逼近后验概率所面临的高计算复杂度问题.仿真实验结果表明,所提出的算法在分类精度上优于已有的

高斯过程分类算法.

关键词: 高斯过程模型；二分类；后验概率；贝叶斯方法
中图分类号: TP273 文献标志码: A

A new Gaussian process classification algorithm

HE Jian-jun1,2, ZHANG Jun-xing1, JIA Si-qi3, LIU Wen-peng1, XU Shuang1, CUI Yan-qiu1

(1. College of Information and Communication Engineering，Dalian Nationalities University，Dalian 116600，China;

2. Faculty of Electronic Information and Electrical Engineering，Dalian University of Technology，Dalian

116024，China；3. Graduate School of Information Science and Engineering，Ritsumeikan University，Kusatsu 520-

2102，Japan．Correspondent：ZHANG Jun-xing，E-mail：zhangjunxing@dlnu.edu.cn)

Abstract: Because the posterior probability of the latent function needs to be approximated by a tractable Gaussian function,

the traditional Gaussian process classification algorithms usually suffer from high computational cost. Therefore, a new

Gaussian process classification algorithm is proposed. The basic idea is to use Parzen-window method to estimate the

posterior probability of training data, and then transform the classification problem to a regression problem based on the

obtained posterior probability. As a result, the explicit expression of the posterior probability of the latent function can

be derived analytically and the high computational cost caused by approximating the posterior probability with Gaussian

distribution is also avoided. The experimental results show that the proposed algorithm can achieve superior classification

accuracy to the existing Gaussian process classification algorithms.
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0 引引引 言言言

由于基于核函数的机器学习方法 (核方法)[1-3]在

处理高维、非线性问题时具有其他方法 (如𝐾-近邻、

人工神经网络和决策树等)无法比拟的优越性, 在近

20年受到了各个领域学者的广泛关注. 高斯过程模

型[4-7]是近几年在对贝叶斯人工神经网络的研究过

程中逐渐发展起来的一种新的核方法, 除传统核方

法的各种优点外, 它还具有完全的贝叶斯公式化表

示、易实现和可自适应地获得参数等优点. 鉴于高

斯过程模型的诸多优点, 现已被广泛地用于构建回

归[8]、分类[9-11]、关系学习[12]、强化学习[13]、半监督

学习[14]、排序学习[15]、多任务学习[16],以及多示例多

标签学习[17-18]等各种机器学习问题的学习算法.

高斯过程模型主要包括定义潜变量函数、定

义似然函数和计算潜变量函数的后验概率 3个主

要模块[19]. 在回归问题中, 所定义的似然函数通常

是一个高斯型函数, 所以可以分析地得到潜变量函

数后验概率的表达式. 然而, 在分类问题中, 由于所
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定义的似然函数通常是一个 S形函数, 并不能分析

地得到潜变量函数后验概率的表达式. 已有的高斯

过程分类算法主要通过以下两类途径解决该问题.

一类的基本思想是利用一个高斯函数来逼近潜变

量函数的后验概率, 由于采用不同的逼近算法所得

到的分类算法的性能会不同, 人们先后提出了许多

方法, 例如: LA (Laplace)逼近方法[9]、EP (expectation

propagation)逼近方法[10]、KL (Kullback-Leibler)散度

最小化方法[11]、VB (variational bounding)方法[20]、

mean field方法[21], 以及Markov chain Monte Carlo方

法[22]等. 虽然这些逼近方法在有的问题中能取得良

好的分类效果, 但它们都存在计算复杂度高的问题.

就LA、VB和EP方法而言,在解决包含𝑛个训练样本

的问题时,训练模型的计算复杂度是𝑂(𝑙𝑛3),其中 𝑙表

示模型求解算法的迭代次数.另一类的基本思想是想

办法定义高斯型的似然函数,从而可以得到后验概率

的分析表达式. 文献 [23]提出了一种Twin高斯过程

分类算法,该算法的基本思想是为每一类样本定义一

个潜变量函数, 要求这些潜变量函数在其所对应类

的样本上的值尽可能地小, 而在其他类的样本上的

值尽可能地大, 这样即可定义一种高斯型似然函数,

从而得到潜变量函数后验概率的分析表达式. 虽然,

Twin高斯过程分类算法通过设计一种不同结构的潜

变量函数,巧妙地在不借助任何逼近措施的情况下推

导出后验概率的分析表达式,从而避免逼近后验概率

所带来的高计算复杂度问题,但却带来了另外一个问

题,即预测函数的计算复杂度太高. 虽然本文给出了

一种近似计算方法, 但正如在结论中所指出的, 该方

法缺乏理论上的支持.

本文受人们最近提出的后验概率支持向量

机[24-25]的启发, 提出一种新的高斯过程分类算法,

称其为后验概率高斯过程分类算法.该算法的基本思

想是: 首先计算得到每个训练样本的后验概率,通过

所得到的后验概率将原始分类问题变换为回归问题;

然后,利用高斯过程回归算法分析地得到潜变量函数

后验概率的表达式, 进而直接得到预测函数的表达

式. 与前面提到的第 1类高斯过程分类算法相比, 由

于本文算法可直接得到潜变量函数后验概率的分析

表达式,避免了逼近后验概率所遭遇的高计算复杂度

的问题; 与前面第 2类高斯过程分类算法相比, 由于

所得到的预测函数的计算复杂度本身就很小,避免了

预测函数计算复杂度高的问题.另外, 虽然本文所建

立的后验概率高斯过程分类算法在一定程度上受到

了文献 [24-25]的后验概率支持向量机的启发, 但是

与他们还是完全不同的. 首先,研究对象是不同的,本

文主要研究的是高斯过程模型, 而文献 [24-25]主要

研究的是支持向量机;其次,研究动机也是不同的,本

文的研究动机主要是解决传统高斯过程分类算法的

计算复杂度高的问题,而后者的目的是处理数据的不

平衡问题.下面对后验概率高斯过程分类算法进行详

细介绍.

1 模模模型型型建建建立立立

本节将以二分类问题为例来描述本文算法. 令

𝒳 = 𝑅𝑑表示样本的特征空间; 𝒴 = {𝑤1, 𝑤2}表示样
本的标签集合, 为了计算方便, 本文取𝑤1 = +1, 𝑤2

= −1; 𝐷 = {(𝑥𝑖, 𝑦𝑖)∣𝑖 = 1, 2, ⋅ ⋅ ⋅ , 𝑛}表示训练集, 𝑥𝑖
∈ 𝒳 表示第 𝑖个样本的特征向量, 𝑦𝑖 ∈ 𝒴为样本𝑥𝑖的

标签,如果 𝑦𝑖 = +1,则表示𝑥𝑖是正样本,否则𝑥𝑖是负

样本; 𝑥∗ ∈ 𝒳 表示待预测样本.分类学习的任务是利

用训练集𝐷在特征空间𝒳 上建立一个能输出待预测
样本𝑥∗的正确标签的函数 𝑓(𝑥). 为了表述方便,下面

将采用𝑥表示任何一个样本, 𝑦表示𝑥的标签.

传统高斯过程分类模型的基本思想是: 首先,

假设潜变量函数 𝑓(𝑥)服从高斯过程分布 (即 𝑓(𝑥) ∼
𝒢𝒫(𝑚(𝑥), 𝑘(𝑥, 𝑥′))); 然后, 定义一个 S形似然函数

𝑝(𝑦∣𝑓, 𝑥) = sig(𝑦 ⋅ 𝑓(𝑥))(若采用Logistic函数作为S形

函数,则有

𝑝(𝑦∣𝑓, 𝑥) = 1

1 + e−𝑦⋅𝑓(𝑥) ;

最后,利用贝叶斯公式得到 𝑓(𝑥)的后验概率

𝑝(𝑓 ∣𝑦, 𝑥) = 𝑝(𝑦∣𝑓, 𝑥) ⋅ 𝑝(𝑓 ∣𝑥)r
𝑝(𝑦∣𝑓, 𝑥) ⋅ 𝑝(𝑓 ∣𝑥)d𝑓 .

由于似然函数 𝑝(𝑦∣𝑓, 𝑥)是一个 S形函数, 不能得到

𝑝(𝑓 ∣𝑦, 𝑥)的分析表达式. 传统高斯过程分类算法定义

S形似然函数的主要原因是: 分类问题的样本标签

𝑦的取值是离散的, 而潜变量函数 𝑓(𝑥)的取值是连

续的; 为了建立 𝑦与 𝑓(𝑥)的联系, 人们想到通过建

立 𝑓(𝑥)与 𝑦发生的概率之间的联系来间接地建立 𝑦

与 𝑓(𝑥)间的联系, 这就需要一个 S形函数来将 𝑓(𝑥)

的值变换到区间 [0,1]上. 假设不仅已知训练数据集

中的每个样本𝑥𝑖的标签 𝑦𝑖, 还已知𝑥𝑖的标签是 𝑦𝑖的

概率 (即 𝑝(𝑦𝑖∣𝑥𝑖)),那么期望得到的预测函数就是满足
条件

{𝑝(𝑦𝑖∣𝑥𝑖) ≡ 𝑝(𝑦𝑖∣𝑓, 𝑥𝑖)∣𝑖 = 1, 2, ⋅ ⋅ ⋅ , 𝑛}
的潜变量函数 𝑓(𝑥);而寻找满足条件

{𝑝(𝑦𝑖∣𝑥𝑖) ≡ 𝑝(𝑦𝑖∣𝑓, 𝑥𝑖)∣𝑖 = 1, 2, ⋅ ⋅ ⋅ , 𝑛}
的潜变量函数 𝑓(𝑥)就等价于寻找满足条件{

𝑓(𝑥𝑖) ≡ 𝑦𝑖 ⋅ ln
( 1

𝑝(𝑦𝑖∣𝑥𝑖) − 1
)
∣𝑖 = 1, 2, ⋅ ⋅ ⋅ , 𝑛

}
(1)

的潜变量函数 𝑓(𝑥), 这里取 sig(𝑡) =
1

1 + e−𝑡
, 可以看

出式 (1)显然是一个回归问题; 因此, 只要知道概率

𝑝(𝑦𝑖∣𝑥𝑖),便可通过求解回归问题
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𝑓(𝑥𝑖) ≡ 𝑦𝑖 ⋅ ln

( 1

𝑝(𝑦𝑖∣𝑥𝑖) − 1
)
∣𝑖 = 1, 2, ⋅ ⋅ ⋅ , 𝑛

}
得到原始分类问题的一个预测函数 𝑓(𝑥),从而可避免

定义 S形似然函数所带来的高计算复杂度问题.下面

详细介绍后验概率高斯过程分类算法的各个模块.

1.1 估估估计计计后后后验验验概概概率率率 𝑝(𝑦𝑖∣𝑥𝑖)
如果已知类条件先验概率 𝑝(𝑥𝑖∣𝑤𝑗)(𝑗 = 1, 2)和

类先验概率 𝑝(𝑤𝑗)(𝑗 = 1, 2),则由贝叶斯公式

𝑝(𝑤𝑗 ∣𝑥𝑖) = 𝑝(𝑥𝑖∣𝑤𝑗)𝑝(𝑤𝑗)

𝑝(𝑥𝑖∣𝑤1)𝑝(𝑤1) + 𝑝(𝑥𝑖∣𝑤2)𝑝(𝑤2)
, 𝑗 = 1, 2,

可以很容易地计算出样本𝑥𝑖的后验概率

𝑝(𝑦𝑖∣𝑥𝑖) =
{
𝑝(𝑤1∣𝑥𝑖), 𝑦𝑖 = 𝑤1;

𝑝(𝑤2∣𝑥𝑖), 𝑦𝑖 = 𝑤2.
(2)

本文采用 Parzen窗方法来估计 𝑝(𝑥𝑖∣𝑤𝑗), 𝑗 = 1,

2. Parzen窗方法是一种非参数密度估计方法[26],其基

本思想是利用一定范围内各样本点密度的平均值对

总体概率密度进行估计.由于该方法具有坚实的理论

基础和许多优良的性能,现已广泛应用于各种应用问

题,当然它也具有对训练样本的需求量较大和存在维

数灾难问题等缺点. 因为本文的重点不是如何估计

𝑝(𝑥𝑖∣𝑤𝑗), 所以将直接采用最基本的Parzen窗方法来

估计 𝑝(𝑥𝑖∣𝑤𝑗),有兴趣的读者可作进一步改进.

令𝒳𝑤𝑗

𝑘 (𝑥𝑖)表示𝑥𝑖在训练集中的类别为𝑤𝑗的 𝑙

个近邻点组成的集合,将 𝑝(𝑥𝑖∣𝑤𝑗)定义为

𝑝(𝑥𝑖∣𝑤𝑗) =
1

𝑙

∑
𝑥∈𝒳𝑤𝑗

𝑙 (𝑥𝑖)

𝜓𝑖(𝑥), (3)

其中

𝜓𝑖(𝑥) = (2π𝜃2)−𝑑/2 exp
(
− (𝑥− 𝑥𝑖)

T(𝑥− 𝑥𝑖)

2𝜃2

)
.

这里: exp(⋅)为以 e为底的指数函数, 𝜃为一固定参数.

令𝑛𝑗表示训练集中标签为𝑤𝑗(𝑗 = 1, 2)的样本

个数,则 𝑝(𝑤𝑗)(𝑗 = 1, 2)可由𝑛𝑗估计得到,即

𝑝(𝑤𝑗) = 𝑛𝑗/𝑛. (4)

在计算 𝑝(𝑤𝑗 ∣𝑥𝑖)时可能会存在“𝑥𝑖的标签为𝑤1, 而

𝑝(𝑤1∣𝑥𝑖) < 0.5 (或者𝑥𝑖的标签为𝑤2, 而 𝑝(𝑤2∣𝑥𝑖) <
0.5)”的情况.当遇到这种情况时,本文强制地令 𝑝(𝑤𝑗 ∣
𝑥𝑖) = 0.5+𝜀1,其中 𝜀1是一个正常数,在本文的实验部

分,取 𝜀1 = 0.01.

1.2 学学学习习习潜潜潜变变变量量量函函函数数数 𝑓(𝑥)

根据上一节所得样本𝑥𝑖的后验概率 𝑝(𝑦𝑖∣𝑥𝑖), 𝑖 =
1, 2, ⋅ ⋅ ⋅ , 𝑛,可将原始训练数据集变换为如下数据集:

𝑆 =
{
(𝑥𝑖, 𝑧𝑖)∣𝑧𝑖 = −𝑦𝑖 ⋅ ln

( 1

𝑝(𝑦𝑖∣𝑥𝑖) − 1
)
,

𝑖 = 1, 2, ⋅ ⋅ ⋅ , 𝑛
}
. (5)

因为当 𝑝(𝑦𝑖∣𝑥𝑖) = 1时, ln
( 1

𝑝(𝑦𝑖∣𝑥𝑖) − 1
)
是无穷大,所

以在实际计算时, 对于 𝑝(𝑦𝑖∣𝑥𝑖) = 1的情形, 本文将

强制地取 𝑝(𝑦𝑖∣𝑥𝑖) = 1 − 𝜀2, 在本文的实验部分, 取

𝜀2 = 0.01. 下面讨论如何利用变换后的训练数据集学

习潜变量函数 𝑓(𝑥).

假设 𝑓(𝑥)服从如下零均值高斯过程分布:

𝑓(𝑥) ∼ 𝒢𝒫(0, 𝑘(𝑥, 𝑥′)), (6)

其中 𝑘(𝑥, 𝑥′)表示协方差函数. 在仿真实验中将使用

如下形式的协方差函数:

𝑘(𝑥, 𝑥′) = 𝛼1 ⋅ exp
(
− ∣∣𝑥− 𝑥′∣∣2

𝛼2

)
, (7)

其中𝛼1和𝛼2是两个正参数.

令 𝑓𝑖表示 𝑓(𝑥)在样本𝑥𝑖的值,即 𝑓𝑖=𝑓(𝑥𝑖); 𝐹 =

[𝑓1, 𝑓2, ⋅ ⋅ ⋅ , 𝑓𝑛]T表示由 𝑓(𝑥)在整个样本集𝑋 = {𝑥1,
𝑥2, ⋅ ⋅ ⋅ , 𝑥𝑛}上的值构成的向量.根据式 (6)可得到𝐹

的先验概率

𝑝(𝐹 ∣𝑋) = 𝒩 (𝐹 ∣0,𝐾). (8)

其中: 𝐾为协方差函数 𝑘(𝑥, 𝑥′)在𝑋上的值构成的

矩阵, 即𝐾的第 𝑖行 𝑗列元素为 𝑘(𝑥𝑖, 𝑥𝑗). 同时, 𝐹 与

𝑓∗间的联合先验概率可表示为

𝑝(𝐹, 𝑓∗∣𝑋,𝑥∗) = 𝒩
([ 𝑓∗

𝐹

]∣∣∣0,[ 𝐾∗∗ 𝐾T
∗

𝐾∗ 𝐾

])
. (9)

其中: 𝑓∗ = 𝑓(𝑥∗)表示 𝑓(𝑥)在待预测样本𝑥∗上的值;

𝐾∗∗ = 𝑘(𝑥∗, 𝑥∗); 𝐾∗为一个列向量, 它的第 𝑖个元素

为 𝑘(𝑥∗, 𝑥𝑖). 根据式 (9)可得到 𝑓∗的条件先验概率

𝑝(𝑓∗∣𝐹,𝑋, 𝑥∗) =
𝒩 (𝑓∗∣𝐾T

∗ 𝐾
−1𝐹,𝐾∗∗ −𝐾T

∗ 𝐾
−1𝐾∗). (10)

假设样本的观察值 𝑧𝑖带有零均值高斯噪声, 则

似然函数 𝑝(𝑧𝑖∣𝑓𝑖)可定义为
𝑝(𝑧𝑖∣𝑓𝑖) = 𝒩 (𝑧𝑖∣𝑓𝑖, 𝜎2), (11)

其中𝜎2表示高斯噪声的方差. 假设样本之间是相互

独立的,则联合似然函数 𝑝(𝑍∣𝐹 )可表示为

𝑝(𝑍∣𝐹 ) =
𝑛∏

𝑖=1

𝑝(𝑧𝑖∣𝑓𝑖) = 𝒩 (𝑍∣𝐹, 𝜎2𝐼). (12)

其中: 𝑍 = [𝑧1, 𝑧2, ⋅ ⋅ ⋅ , 𝑧𝑛]T, 𝐼为单位矩阵.

由先验概率 (8)和似然函数 (12), 可利用贝叶斯

公式得到𝐹 的后验概率

𝑝(𝐹 ∣𝑋,𝑍) = 𝑝(𝑍∣𝐹 )𝑝(𝐹 ∣𝑋)

𝑝(𝑍∣𝑋)
=

𝒩
(
𝐹 ∣(𝐼 + 𝜎2𝐾−1)−1𝑍,

( 1

𝜎2
𝐼 +𝐾−1

)−1)
, (13)

其中 𝑝(𝑍∣𝑋) =
w
𝑝(𝑍∣𝐹 )𝑝(𝐹 ∣𝑋)d𝐹 为边缘似然函数.

本文可通过最大化边缘似然 𝑝(𝑍∣𝑋)来学习参数𝜎,即

�̂� = argmax
𝜎

𝑝(𝑍∣𝑋) = argmax
𝜎

log 𝑝(𝑍∣𝑋) =

argmax
𝜎

{
− 1

2
(𝑍T(𝐾 + 𝜎2𝐼)−1𝑍+

ln ∣2π(𝐾 + 𝜎2𝐼)∣)
}
. (14)
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利用 𝑓∗的条件先验概率 (10)和𝐹 的后验概率

(13)得到 𝑓∗的后验概率公式

𝑝(𝑓∗∣𝑋,𝑍, 𝑥∗) =w
𝑝(𝑓∗∣𝐹,𝑋, 𝑥∗)𝑝(𝐹 ∣𝑋,𝑍)d𝐹 =

𝒩 (𝑓∗∣𝐾T
∗ (𝐾 + 𝜎2𝐼)−1𝑍,𝐾∗∗ −𝐾T

∗ (𝐾 + 𝜎2𝐼)−1𝐾∗).

(15)

式 (15)即为所要学习的潜变量函数 𝑓(𝑥)的表达式.

1.3 预预预 测测测

利用 𝑓∗的后验概率公式 (15), 估计待预测样本

𝑥∗的标签是+1的概率为

𝑝(𝑦∗ = +1∣𝐷,𝑥∗) =w 1

1 + exp(−𝑓∗)𝑝(𝑓∗∣𝑋,𝑍, 𝑥∗)d𝑓∗. (16)

由于上式的积分中包含了Logistic函数
1

1 + exp(⋅) ,并

不能得到其分析表达式,本文将利用文献 [27]中的方

法计算它的一个近似表达式,即

𝑝(𝑦∗ = +1∣𝐷,𝑥∗) ≈ 1

1 + exp
(
−
(
𝑎/

√
1 + π𝑏2/8

)) .
(17)

其中: 𝑎, 𝑏分别表示 𝑓∗∣𝑋,𝑍, 𝑥∗的均值和方差.

到目前为止,本文已经详细介绍了算法的各个主

要模块. 下面给出算法的具体流程:

训训训练练练

输入: 训练样本集𝐷 = {(𝑥𝑖, 𝑦𝑖)∣𝑖 = 1, 2, ⋅ ⋅ ⋅ , 𝑛},

参数 𝑙, 𝜃, 𝛼1, 𝛼2.

Step 1: 利用式 (2)计算 𝑝(𝑦𝑖∣𝑥𝑖), 𝑖 = 1, 2, ⋅ ⋅ ⋅ , 𝑛;

Step 2: 利用式 (5)变换训练数据集,并得到𝑍;

Step 3: 计算协方差矩阵𝐾, 并对其作特征分解

𝐾 = 𝑃TΛ𝑃 ;

Step 4: 利用式 (14)学习参数𝜎;

Step 5: 计算 (𝐾 + 𝜎2𝐼)−1 = 𝑃T(Λ+ 𝜎2𝐼)−1𝑃 .

输出: 𝑍, (𝐾 + 𝜎2𝐼)−1.

预预预测测测

输入: 待测样本𝑥∗, 𝑍, (𝐾 + 𝜎2𝐼)−1.

Step 1: 计算𝐾∗∗, 𝐾∗;

Step 2: 计算

𝐾T
∗ (𝐾 + 𝜎2𝐼)−1𝑍, 𝐾∗∗ −𝐾T

∗ (𝐾 + 𝜎2𝐼)−1𝐾∗;

Step 3: 利用式 (17)计算 𝑝(𝑦∗ = +1∣𝐷,𝑥∗).
输出: 𝑝(𝑦∗ = +1∣𝐷,𝑥∗).
从以上算法流程可以看出:在训练阶段,本文算

法的主要计算量来自对协方差矩阵𝐾进行特征分

解, 即计算复杂度至多为𝑂(𝑛3); 在测试阶段, 算法

的计算复杂度为𝑂(𝑛2). 因此, 本文算法的计算复杂

度明显要比LA、EP和VB等 (训练阶段的计算复杂度

为𝑂(ln3))传统高斯过程分类算法低.

2 仿仿仿真真真实实实验验验

本节将在取自于UCI数据库[28]的 16个基准数

据集上验证本文算法的性能.这些数据集分别来自于

金融、医疗和物理等 6个不同的科学领域,各个数据

集的名称、样本个数等其他详细信息如表 1所示. 为

了验证算法的性能, 同时将本文算法与LA[9], EP[10],

VB[11]和TGPs[23] 四种已有的高斯过程分类算法进行

比较,在实验过程中,本文以高斯核函数 (7)作为各个

算法的协方差函数,利用五折交叉验证法选择算法的

参数.

表 1 基准数据集的详细信息

数据集名称 正样本个数 负样本个数 特征维数 所属领域

Arrhythmia 427 25 278 医疗

Australian 383 307 14 金融

BUPA 145 200 6 医疗

Crime 1844 150 100 社会

Sonar 111 97 60 物理

Ecoli 301 35 7 生物

Heart-C 164 139 13 医疗

Heart-S 150 120 13 医疗

Hepatitis 32 123 19 医疗

Ionosphere 126 225 34 物理

Libras 336 24 90 物理

Spectrometer 486 45 93 物理

Oil 896 41 49 环境

Pima 500 268 8 医疗

WDBC 212 357 30 医疗

WPBC 47 151 33 医疗

表 2列出了各个算法在每个数据集上的预测

精度, 所有结果都是利用 10次十折交叉验证法计算

得到的平均结果, 其中每个数据集上的最好结果用

黑体加粗显示. 由表 2可以看出, 本文算法在一半

的数据集上取得了最好的预测精度, TGPs算法在

4个数据集上取得了最好的预测精度,其他 3个算法

分别在 3个数据集上取得了最好的预测精度. 在没

有取得最好预测精度的数据集上, 本文算法只有在

Heart-C数据集上的预测精度与TGPs算法相当而明

显不如LA、EP和VB三个算法,在其他 7个数据集上

与LA、EP和VB算法的结果所差无几.因此, 从总体

上看,本文算法要优于其他几个算法.

为了进一步明确各个算法的优劣,本文利用 t检

验方法对这些算法在各个数据集上定义了一个偏序

关系“≻”, 即如果 t检验方法的检验结果显示在某个

数据集上算法A的预测精度在统计上高于算法B的

预测精度,则在该数据集上记作A≻B,其中 t检验方

法的显著性水平取 5%. 表 3为本文算法与EP、LA、

TGPs和VB四种算法在不同基准数据集上的相对性
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表 2 各个算法在基准数据集上的预测精度 (mean±std) %

数据集名称
算法名称

本文算法 EP LA TGPs VB

Arrhythmia 94.47±0.00 94.25±0.16 94.25±0.16 94.47±0.00 94.29±0.10

Australian 86.46±0.19 86.29±0.35 86.35±0.26 86.35±0.19 86.32±0.30

BUPA 72.46±0.29 72.93±0.78 72.81±0.80 69.91±1.67 72.75±0.74

Crime 93.87±0.09 93.97±0.07 94.08±0.09 93.50±0.17 94.12±0.13

Ecoli 93.51±0.13 92.56±0.30 92.68±0.16 92.80±0.49 92.68±0.16

Heart-C 81.58±0.28 83.30±0.50 83.37±0.38 81.45±0.54 83.30±0.50

Heart-S 84.22±0.50 82.89±0.31 82.89±0.31 82.89±0.41 82.96±0.26

Hepatitis 85.70±0.54 84.52±0.79 84.13±1.68 85.03±0.84 84.39±0.84

Ionosphere 92.36±0.24 91.28±0.52 90.48±0.59 93.45±0.35 90.83±0.62

Libras 97.94±0.46 97.94±0.46 98.06±0.39 97.72±0.53 98.00±0.36

Oil 95.62±0.00 95.62±0.00 95.62±0.00 95.62±0.00 95.62±0.00

Pima 78.13±0.32 77.24±0.17 77.27±0.17 76.41±0.34 77.24±0.17

Sonar 88.56±0.40 89.13±0.73 89.23±0.73 90.77±0.63 88.94±1.12

Spectrometer 95.44±0.21 93.56±0.08 95.89±1.22 95.29±0.13 96.61±0.35

WDBC 97.34±0.15 97.53±0.12 97.50±0.19 97.43±0.01 97.43±0.16

WPBC 81.21±0.66 80.91±0.42 80.51±0.68 81.11±0.28 80.61±0.28

能比较结果.其中: P, E, L, T和V分别代表本文算法,

EP算法, LA算法, TGPs算法和VB算法的相对性能.

从统计意义上看, 所有算法在Australian、WDBC、

Libras和Oil四个数据集上的预测结果都是一样的;

本文算法在Heart-S, Hepatitis, Ionosphere, Arrhythmia

和Ecoli五个数据集上一致优于LA、EP和VB算法,

而在Heart-C和Crime数据集上劣于这 3个算法.为了

给出一个整体性能的排序,在表 3的最后一行同时给

出了每个算法的一个总体得分, 得分的计算方法为:

如果在某个数据集上有A≻B,则算法A将得到 1分,

而算法B将被扣掉 1分. 从各个算法的得分可以看出,

本文算法在整体上优于其他算法.

表 3 各个算法在基准数据集上的相对性能

数据集名称 性能比较结果

Arrhythmia P≻L, P≻E, P≻V, T≻L, T≻E, T≻V

Australian N/A

BUPA P≻T, L≻T, E≻T, V≻T

Crime P≻T, L≻P, L≻T, L≻E, E≻P, E≻T, V≻P, V≻T, V≻E

Ecoli P≻T, P≻L, P≻E, P≻V

Heart-C L≻T, E≻T, V≻T, L≻P, E≻P, V≻P

Heart-S P≻T, P≻L, P≻E, P≻V

Hepatitis P≻L, P≻E, P≻V

Ionosphere P≻L, P≻E, P≻V, T≻P, T≻L, T≻E,T≻V, E≻L

Libras N/A

Oil N/A

Pima P≻T, P≻L, P≻E, P≻V, L≻T, E≻T,V≻T

Sonar T≻P, T≻L, T≻E, T≻V

Spectrometer P≻E, T≻E, L≻E, V≻P, V≻T, V≻E

WDBC N/A

WPBC P≻V, T≻V

得分
本文算法(15)> LA(−1) =

VB(−1) >TGPs(−5) >EP(−8)

3 结结结 论论论

考虑到传统高斯过程分类算法在逼近潜变量函

数的后验概率时会遭遇计算复杂度高的问题,本文通

过引入训练数据的后验概率,提出了一种新的高斯过

程分类算法.在该算法中, 可直接分析地得到潜变量

函数的后验概率表达式, 从而避免传统方法逼近潜

变量函数的后验概率时所遭遇的困难. 在 16个来自

UCI数据库的基准数据集上的仿真实验结果表明,本

文算法优于已有算法. 下一步将研究如何将该算法推

广到多类分类问题,以及如何有效地学习算法的参数,

从而使该算法更具竞争力.
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